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Zusammenfassung

In diesem Dokument soll das Vorgehen der Autoren zur bsung der
Aufgabe des Data Mining Cups 2006 esrtert werden. Die Teilnahme an
diesem Wettbewerb war motiviert durch den Wunsch, das in denVor-
lesungen, Wissensentdeckung und DataMining\, ,, Neuroinformatische
Methoden\ und , Mustererkennung\ erworbene theoretische Wissen an
einer praktischen Aufgabe zu vertiefen und aufzuarbeitenDie Vorle-
sungen wurden von Prof. Bernd Stiefel, Dipl.Inf. David Sommer und
Prof. Martin Golz an der FH-Schmalkalden gelesen. In Kapitd 1 wird
die Aufgabenstellung und die gegebenen Daten exltert, in Kapitel 4
auf die Vorverarbeitung eingegangen und in Kapitel5 die angewand-
ten Algorithmen des maschinellen Lernens IL) erertert. Besonderer
Augenmerk wird auf die Verwendung der Open Source Software \F-
KA gelegt, welche in Kapitel 2 vorgestellt wird. Die extrahierten Da-
ten der verschiedenen Vorverarbeitungsstufen wurden mitatistischen
Methoden, die in Kapitel 3 beschrieben werden auf Signi kanz gepuft.
Kapitel 6 enthalt das erreichte Ergebnis sowie ein Fazit.
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1 Einleitung

Die Teilnehmer des Data Mining Cup 2006 (Abk. DMC ) hatten zur Aufga-

be, anhand gegebener Auktionsdaten der Firma EBAY? fur die verschiede-
nen Apple™ iPod R Produkte ein Klassi kationsmodell zu bilden, welches
fur neue Auktionen eine Vorhersagesber Erfolg oder Nichterfolg der Aukti-

on, d.h. Ubertre en des Kategoriedurchschnittspreises oder Unteschreiten
des selben, tre en kann. Es handelt sich bei dieser Aufgabem ein typisches
Zwei-Klassen Problem aus dem Bereich des Maschinellen Lezns (Abk.

ML). Widmen wir uns zuerst einer kurzen Beschreibung der Apple iPod -

Familie und beschaftigen uns dann mit einigen eintihrenden Erlauterungen
zum Ablauf eines typischen DataMining Prozesses und dessestufen.
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Abbildung 1: iterativer Ablauf des DataMining Prozesses

1.1 Was sind iPods?

iPodr ist der Oberbegri fur ash- bzw. festplattenspeicherbasierte trag-
bare Musikwiedergabegeste der Firma Apple™ . Es gibt folgende Typen:

1. iPod Shu e: ist ashspeicherbasierter Nachfolger des iPod Mini ohne
Display sehr ahnlich zu den bekannten USB Stick - MP3 Playern,
jedoch far den DMC nicht relevant.

2. iPod Nano: festplattenbasierter kleiner iPod mit Display

3. iPod Mini: festplattenbasierter kleiner iPod, zwischereeitlich zuguns-
ten des Nano und Shu e eingestellt

4. iPod: der eigentliche iPod; mittlerweile in der 5. Generdion mit farbi-
gen Display und Videoabspielfunktion

Die Apple iPods erfreuen sich seit ihrer Markeintihrung 2001 immer g® erer
Beliebtheit und sind dementsprechend ein gefragter Artiké beim Online-
Auktionshaus EBAY geworden.

Lwww.dataminingcup.de
2www.ebay.de
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Abbildung 2: Apple iPod Familie iPod, Nano und Shu e v.l.n.r .

1.2 Vorverarbeitung

Bevor ML - Algorithmen erfolgreich angewandt werden konnen, mu eine
Vorverarbeitung der Daten erfolgen - ohne sinnvolle und sigi kante Merk-
male bzw. Attribute f er die Datensatze kann selbst der beste Algorithmus
nichts ausrichten. Es meissen also Attribute gefunden werden, die eine Zuord-
nung der Datenstze zu den Klassen ermglichen. Ebenso veralt es sich mit
den gegebenen Daten zur DMC - Aufgabe. Hauptaugenmerk lag idem Ver-
such, den gegebenen Merkmalen neue aussagedtigere hinzuzufegen. Zur
maschinellen Merkmalstransformation und Extraktion zusatzlicher Merkma-
le wurden Java-basierte Konsolenanwendungen erstellt. @ise Prozesse sind
in Kapitel 4 erlautert.

1.3 Maschinelles Lernen

Unter ML versteht man im Allgemeinen Methoden (im weiteren synonym

Klassi kator genannt), welche anhand der Merkmale bzw. Attribute gege-
bener Beispieldaten (Trainingsdaten) in der Lage sind, nee Datenstze zu
den gefundenen bzw. erlernten Kategorien zuzuordnen. Ande gesagt, Sinn
des Maschinellen Lernens ist es, Beobachtungen so zu vegdimeinern, da

daraus Wissen abgeleitet werden kann. Maschinelles Lernest genau dann
sinnvoll, wenn der Umfang der Beobachtungen sehr gro ist ui bisher kei-
ne Zusammentange bekannt sind. Prinzipiell unterscheidet man zwischen
eberwachten und uneberwachten Lernmethoden, sowie zwischersym-

bolischen und subsymbolischen Methoden. Bei eberwachten Verfahren



sind die Kategorien bzw. Klassenzugeérigkeiten der Trainingsdaten im Vor-
feld gegeben, whrend beim urelberwachten Lernen die Klassen (bzw. Clus-
ter, welche ahnliche Datenatze darstellen) erst durch das Training gebildet
werden. Fur die DMC Aufgabenstellung werden nur berwachte Lernver-
fahren betrachtet. Zu den subsymbolischen Methoden &hlen statistische
Verfahren, Neuronale Netze wie LV@E, SOM # oder Multilayer Feedfore-
ward Netze und Mustererkennungsverfahren wie SVM. Diese basieren auf
rein numerischen Methoden, d.h. der Eingabewertebereictst reelwertig oder
ganzzahlig. Im Gegensatz zu der subsymbolischen Verarbeibg koennen mit
symbolischen Methoden ebenfalls boolesche Werte und Sty in Form von
Aufzehlungen verarbeitet werden.® Zu den verbreitetsten Verfahren dieser
Klasse ahlen die Regelbasierten, welche anhand der TrainingsdateKlas-
si kationsregeln heuristisch oder statistisch erlernen. Die hier zur Modell-
bildung evaluierten symbolischen und subsymbolischen Métoden werden
in Kapitel 5 naher vorgestellt. Eine weitere Unterscheidung kann zwisobn
statischen und dynamischen ML - Verfahren getro en werden.Andern sich
die Randbedingungen, d.h. die Testdatenatze bzw. Klassenzuge#rigkeiten
nach der Modellbildung, meissen statisch trainierte Konzepte von Grund auf
neu trainiert werden. Dynamische Modelle wirden sich hier automatisch an
die veranderte Situation anpassen. Bei den vorgestellten Verfaten handelt
es sich ausschlie lich um statische.

1.4 Werkzeuge

Modellbildung Zur Modellbildung wurden verschiedene Verfahren des
ML aus der Open-Source Software WEKA’ genutzt, welche in Kapitel 2
vorgestellt wird. Die Benutzung von WEKA anstelle kommerzieller Tools
bot sich einerseits durch die freie Verfigbarkeit der Software und die Viel-
zahl der implementierten ML - Verfahren an, hauptsachlich aber durch sehr
gute Einbindbarkeit der WEKA Module in Skripte und eigene Java - An-
wendungen. Ferner ernoglicht der modulare Aufbau und die umfassende Do-
kumentation eine leichte Einarbeitung. Dadurch konnten méhrere Vertreter
der oben genannten ML - Kategorien recht einfach auf ihre Anvendbarkeit
zur Aufgabenlosung getestet werden. Zur Berechnung waren handelbliche
Desktop PC's mit Linux Betriebssystemen im Einsatz.

Vorverarbeitung Die zur Datenaufbereitung notwendigen Programme
wurden mit der frei verfagbaren Java IDE ,Netbeans \ erstellt. Alle Sour-
cecodes sind im OrdnetProgrammenthalten.

3Learning Vector Quantization

4Self Organizing Maps

5Support Vector Maschine

8solche Datentypen werden ordinale Daten genannt
"Kurzform f wr ,Waikato Environment for Knowledge Analysis\



Dokumentation Dieser Bericht wurde mit dem Open SourceATEX Edi-
tor ,KILE\ geschrieben und compiliert. Die darin enthaltenen Ab bildungen
und Diagramme sind teilweise mit den ebenfalls frei vesigbaren OpenOf-
ce Packet V2.0 oder Dia 0.95 erstellt, teilweise wurde #r die Erzeugung
komplexer Diagramme Matlab V7.0 genutzt.

1.5 Bedingungen und Bewertung der DMC - Aufgabe

Zum Training des Klassi kators wurden 8000 vorklassi zierte Trainings-
datensatze gegeben, als &sung sollten #ir weitere 8000 nichtklassi zierte
Testdatensatze eine Liste mit der eindeutigen Auktionsnummer (D) und
der vorhergesagten KlasseHErfolg = TRUE, Misserfolg = FALSE ) an den
Wettbewerbsveranstalter gesandt werden. Der Wettbewerbzeitraum betrug
etwa 6 Wochen, beginnend am 12.April 2006; Einsendeschlu efr die Klas-
si kationsergebnisse war der 31.Mai. Die Bewertung erfolte rein objektiv,
indem fer jede richtig klassi zierte Auktion ein Punkt gegeben und fer jede
Fehlklassi kation ein Punkt abgezogen wurde.



2 Einf whrung in WEKA

2.1 Aufbau der Softwarepakets

WEKA ist eine Sammlung verschiedener Algorithmen, die lau g im ML
eingesetzt werden. Dazu ahlen einerseits verschiedene Klassi kations- und
Clusteralgorithmen, aber auch Hilfsmittel zur Berechnungvom statistischen
Informationsgehalt, zur Datenpartitionierung f er Trainingsdurchl aufe sowie
fur diverse Filterfunktionen. WEKA ist ein in JAVA geschrieb enes Frame-
work, da von vielen Wissenschaftlern gemeinsam entwickélwurde. Durch
die konsequent modulare Umsetzung und Anwendung der Schrigtellen -
Programmiertechnik entstand ein System, dessen Komponeen relativ sim-
pel in eigene Java - Programme eingebunden werdemoknen. Eigene Funk-
tionalit at kann ebenso gegen Schnittstellen programmiert eingebuten wer-
den. Zusatzlich werden einige gra sche Benutzeroberachen zur Verfigung
gestellt, um zeigig Datensatze auswerten bzw. ML - Methoden ausprobieren
zu kennen. Dazu seien der WEKA Explorer, der KnowledgeFlow sovwa das
Konsolentool CLI erwahnt.

Abbildung 3: WEKA-Explorer



2.2 Aufbau der ARFF Dateien

In WEKA direkt einlesbare Datensatze, die sogenannten ARFF - Dateien,
folgen einer speziellen Syntax, die an dieser Stelle vorge#it werden soll.
Der Kopf der ARFF Datei wird de niert durch:

1. @relation 'NAME' leitet den Datensatz ein und gibt eine beliebigen
NAMEN.

2. @attribute AttrName fWertebereich g; jedes Merkmal (resp. Attri-
but) des Datensatzes wird durch eine Zeile de niert, wobei gdem At-
tribut ein eindeutiger Name zugeordnet wird. Der Werteberdch kann
als Aufzahlung fer nominale Merkmale (z.B. 1,2,3 fer numerische und
true,false oder ahnliche fur Stringaufzehlungen) oder numeric bzw.
real fer beliebige numerische bzw. reelwertige Eigenschaften deert
werden. Es lennen beliebig viele Attribute deklariert werden.

3. @dataleitet den Beginn der eigentlichen Datensatze ein.
4. # leitet eine Kommentarzeile ein

Eine Zeile repmsentiert einen Datensatz; wobei alle im Kopf deklarierten
Merkmale innerhalb des vereinbarten Wertebereiches liegemeissen. Abwei-
chungen werden vom ARFF - LOADER mit einer Fehlermeldung beedet.

Am Rande ermwahnt sei ferner die Meglichkeit, Tabellen aus Datenbanken
bzw. mit Java instanzierte binare Datenstze einzulesen. Der interessierte
Leser sei auf die sehr gute englische Dokumentation von Widn [4] zum

WEKA - Paket verwiesen.

2.3 Der WEKA - Explorer

In Abbildung 3ist der WEKA - Explorer zu sehen. Dieser besteht aus mehre-
ren Komponenten, dieuber die Register am oberen Fensterrand ausahlbar
sind. An dieser Stelle soll kurz auf einige wichtige eingegegen werden.

1. Preprocess Hier werden Datenstze geladen. Die Attribute kennen
visualisiert und ge Itert werden.

2. Classify stellt einen Baum verschiedener Klassi kationsverfahrenzur
Auswahl. Diese lonnen hier parametrisiert auf die Testdaten ange-
wandt werden. Zusatzlich stehen diverse allgemeine Trainingsoptionen
wie Crossvalidation oder Cost-Matrix zur Auswahl. Die Trainingser-
gebnisse werden textuell dargestellt und knnen abgespeichert werden.

3. Select Attributes  bietet die Meglichkeit, maschinell die besten Merk-
malsatze aus den gegebenen Trainingsdaten zu Itern.

10



4. Visualize stellt die Verteilung der Attribute gra sch und kon gurier -
bar dar.

Den vollstandigen Funktionsumfang zu beschreiben wrde den Umfang die-
ses Kapitels sprengen, dafr sei auf Witten [4] und diverse andere WEKA -
Tutorials verwiesen.

2.4 Allgemeine Trainingsoptionen

Das Ergebnis des gewhlten Klassi kators kann mit verschiedenen Verfahren
getestet werden :

1. Use training set - Es wird mit den gleichen Daten getestet, mit
denen auch trainiert wurde.

2. Supplied test set - Es wird mit benutzerde nierten Daten getestet.

3. Percentage split - Die vorgegebenen Daten werden in Trainings-
und Testdaten unterteilt. Der Klassi kator wird nur mit den  Trai-
ningsdaten trainiert; die Gete des erzeugten Modells wird anhand der
Testdaten ermittelt.

4. Cross-validation Bei der Cross-Validation werden die Ausgangsda-
ten wie in Abbildung 4 in k (meglichst gleichgro €) Untermengen auf-
geteilt. Der Klassi kator wird an jeweils k-1 Untermengen trainiert
und an der verbliebenen Untermenge getestet. Dies wird k-mawie-
derholt, so das jede Untermenge jeweils einmal die Testmeregund k-1
mal ein Teil der Trainingsmenge darstellt. Als Ergebnis desTests wird
dann der Mittelwert der k-Testl aufe verwendet.

Vorteile :  Kann Uberanpassung verhindern (vgl. §]) , geringere
Abhangigkeit von Datenaufteilung (im Vergleich zu Percentage

split)
Nachteil : erhehter Trainingsaufwand

11



Abbildung 4: Beispiel - Aufteilung der Daten bei der Cross-Validation (k=3)

2.5 Skripting mit WEKA Klassen

Fur gute Klassi kationsergebnisse werden die Verfahren spa sch parame-
trisiert trainiert. Die optimalen Parameter zu nden ist au fgrund der Viel-
zahl von Einstellungsmeglichkeiten oft kaum intuitiv m eglich, dafer kennen
elbergeordnete Verfahren wie GridSearch (vgl. Kapitel2.6) eingesetzt wer-
der. Prinzipiell k ennen die WEKA Klassi katoren per Kommandozeile oder
aus eigenen Java - Programmen aufgerufen und parametrisiewerden. Hier
soll nur auf die erste Variante eingegangen werden. Der aligneine Aufruf
lautet folgenderma en:

java <Klassifikator> <Spez. Parameter> <Allg. Parameter>

Der Java Runtime wird als erstes Argument der Klassenname degewinschten
Klassi kators ebergeben (entsprechend der Struktur in weka.jar). Gefolg
wird dieser von den Klassi kator-spezi schen Parametern. Im Kapitel 2.6
wird kurz darauf eingegangen. Desweiteren énnen folgende Klassi kator
unabhangigen Parameter angegeben werden (unvollahdige Liste) :

-t | gibt die Trainingsdatei an (ARFF Format)

-T | gibt die Testdatei an (ARFF Format). (siehe Percentage Spli)
-X | Anzahl der Paare bei Cross-Validation

-d | speichert trainiertes Modell in geg. Datei

-l | ladt gespeichertes Modell zum Testen

-i | Erweiterte Ausgaben (recall,precision,...)

8auch als Parameter Screening bekannt
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2.6 GridSearch

Die GridSearch dient der automatisierten Suche nach optim&en Parame-
terkombinationen. Am Beispiel der im Kapitel 5.3 beschriebenen Support
Vector Machine (SVM) soll das Verfahren hier kurz erkutert werden. Fer

die angewandte Version der SVM mit dem RBF - Kernel sind zwei Rrame-

ter wichtig:

Cost C
Gamma

Fur diese Parameter wird heuristisch ein sinnvoller Raum (bzv. Bereich)
festgelegt, in dem nach der optimalen Parameterkombinatia gesucht wird.
Der Bereich wird grob vorgerastert: Ch+1 = f (Cp); m+1 = 9( m)-

nC
0.01,1.0 0.01,15 0.01,20 ... 0.01, 30.0
0.02, 1.0
0.04, 1.0
0.80, 0.80 . . ) 0.80, 30.0

Ein Skript ebernimmt die Berechnung der Parametersitze und steuert damit
jeweils einen Trainingsdurchlauf an. Die Klassi kationsergebnisse werden zur
weiteren Auswertung beispielsweise in einer Log-Datei geegichert. Mit ei-
ner feiner gerasterten nachgeschalteten GridSearch kanmider Umgebung
von Parameteratzen mit guten Klassi kationsraten nach besseren Parame-
terkombinationen gesucht werden. Dieses Verfahren stelleine simple und
recht erfolgreiche, aber sehr rechenintensive ésung des Parameterscreenings
dar.

13



3 Statistische Grundlagen der Merkmalsextrakti-
on

Fur ein gutes Klassi kationsmodell benetigt man aussageksftige Daten
bzw. Merkmale. Diese zu nden ist Hauptaufgabe der Vorverabeitung. Da-
zu gelort die Behandlung unvollstandiger Datenstze, die Auswahl und Ab-
leitung geeigneter Attribute sowie die Transformation von Attributen, z.B.
von nominalen Typen zu numerischen. Ableiten von Merkmalenbedeutet,
anhand von Hintergrundwissenelber die Thematik aus vorhandenen Attribu-
ten neue zu bilden. Um die Aussagelaftigkeit von Attributen zu bewerten,
kennen verschiedene Techniken eingesetzt werden, die im f@nden kurz an-
gesprochen werden sollen. Dies ist insbesondere wichtigirugeeignete Merk-
malsatze fur das Klassi kationsmodell zu generieren. Unginstige Merk-
malsaatze konnen die E zient-, Performanz- und Uberanpassungseigenschaf-
ten des Klassi kators negativ beein ussen. Unvollstandige Datenstze konnen
entweder erkannt und entfernt oder beispielsweise mit Mitelwerteinsetzungs-
methoden ,repariert\ werden - je nachdem, ob ausreichend Trainingsdén
verfagbar sind bzw. wie hoch die Anzahl der fehlenden Werte ist.

3.1 Bewertung nominaler bzw. diskreter Merkmale
3.1.1 Statistisches Informationsma

Das Statistische Informationsma H(l) (im folgenden Entropie genannt)
wurde etwa 1948 von Claude E. Shannon eingehrt, um ein Ma f ur die
Menge an Zufallsinformationen in einem System zu de nierenim DataMi-
ning kann dieses Ma benutzt werden, um den Informationsgewnn eines
Attributes zu bestimmen:

Xz
H({)= pi log;jpi 1)
i=0
Dabei sind p; die Einzelwahrscheinlichkeiten des Auftretens der Merkmés-
auspragungen undj z j die Anzahl der Auspragungen.
Sei in einem BeispieldatensatzD mit 100 Kugeln ein Attribut A die Far-
ben rot;wei ;gren mit folgenden Wahrscheinlichkeiten belegt: prot = %,

Pwei = % und Pgren %. Dann ist die Entropie fer A:

30 I093ﬂ 10 093E 60 I093ﬂ =0:817

100 100 100 100 100 100

Als Faustregel gilt hier, je naher die Entropie eines Attributes an derO liegt,
desto zulliger bzw. gleichverteilter sind die Auspragungen und desto ge-
ringer ist der Informationsgehalt, je mehr die Entropie gegen 1 strebt, desto
heher ist der Informationsgehalt und unregelnma iger sind die Attributwerte
verteilt.

H(A) =

14



3.1.2 Bedingte Wahrscheinlichkeit

Fer 0.g. Kugeln sei ein Klassi kationsmerkmal B 2 f true; false g ferr Gewinn
bzw. Verlust gegeben. Die bedingte WahrscheinlichkeitP (B j A)? ist eine
Aussage, wie stark ein Ereignis (bzw. die Farbe einer Kugelyon A die
Klassi kation B bedingt. Diese Aussage ist insbesondere sinnvolkif die
Bewertung nominaler Merkmale im Bezug auf das Klassenmerkia eines
Datensatzes. Je oher die bedingte Wahrscheinlichkeit, desto ablangiger ist
B von A und desto aussagelaftiger ist Attribut A.

P(BjA)= % @)
mit P (A\ B)= P(B) P(AjB) 3)

Sei KlassenmerkmalB wber den Kugeln D wie folgt bekannt: 25 rote, 1
wei e und 5 grene Kugeln sind in der Gewinnerklasse. So ergeben sich die
bedingten Wahrscheinlichkeiten P (A;; B) fur die insgesamt 31, Gewinner-
kugeln\:

. 25
P(Art jB) = 22 =0:
(Arot | B) 31 0;806
1
P(Awei jB)= — =0;032
(Wel.l ) 31 1

. 5
P(Agren ] B) = 3—1:0;161

Vergleicht man nun die bedingten WahrscheinlichkeitenP (A j B), so wird
deutlich, da das Gewinnmerkmal und die Farbe rot stark abhangig sind. Die
tatsechlich wichtigeren bedingten WahrscheinlichkeitenP (B j A;) ergeben
sich nun wie folgt:

. 0;31 0;806

P(B jAt)= Q03 =0;832
. 0;31 0;032

P(BjAwei)= o1 =0;099
. 0;31 0;161

P(B jAgran) = 06 =0;083

3.1.3 InfoGain

Ein wichtiges Ma f ur die Unsicherheit eines Attributes A bezogen auf das
Ereignis B im Datensatz D ist InfoGain | (D;B;A), hier die Unsicherheit
der Farbe beaglich des Gewinns. InfoGain wird wie folgt gebildet:

|(D:B;A)= H(B) . P(a) H(A]B) @
a2A

%lies ,P von B gegebenA\

15



Dabei ist P (a) die Einzelwahrscheinlichkeit fur einen Farbwert a und H (A j
B) die bedingte Entropie von A gegeben durctB . Fer 0.g. BeispielH (A j B)
kann folgenderma en berechnet werden:

XH(aJB)= P(ajB) logq)P(ajB) ()

H(A|B)= P(ajB) l0GcaaP(ajB)=0;526 (6)
a2A

Die Einzelentropien sind: H(rot j B) = 0;158,H(wei j B) = 0;100 und
H(gren j B) =0;268. Somit ergibt sich:

25 1 5
I(DiBiA) = H(B) (5, 0:158+ 7 0100+ 0,268)=0;352

3.2 Bewertung numerischer bzw. kontinuierlicher Merkmale

Zur Bewertung numerischer Attribute k ennen o.g. Verfahren nicht einge-
setzt werden, da die Einzelwahrscheinlichkeitensr jeden Attributwert i.d.R.
nicht bekannt sind oder die Menge der Attributwerte nicht ab zahlbar end-
lich ist. Anstelle von Wahrscheinlichkeiten ferr Einzelereignisse wird hier mit
Verteilungs- und Dichtefunktionen gearbeitet.

Z X
V erteilungsfunktion : F(xX)= P(X <x )= f (t)dt
/

Darauf aufbauend kennen verschiedene Berechnungen wie Mittelwert,
Erwartungswert als Lageparameter oder die Streuung als Veeilungspara-
meter zur Bewertung dieses einen Merkmals angestellt werde Die entspre-
chenden Formeln werden hier aus Umfangs@nden als bekannt vorausge-
setzt. An dieser Stelle soll nur auf bestimmte Eigenschafte zweidimensio-
naler Zufallsgre en eingegangen werden. Als zweidimensionale Zufallsgre
kann man ein numerisches Merkmal in einem Datensatz mit seier Klas-
senzugelrigkeit interpretieren und somit einen Bezug zwischen denbei-
den Merkmalen ableiten. Als erster Ansatz &t sich ein solcher Datensatz
leicht in einem sogenannten Streudiagramm visualisierenyobei jedes Attri-
but eine Achse bekommt und anhand der Punkteverteilung eineerste grobe
Einschatzung von Zusammenkangen meglich sein kann. Fr die stochasti-
sche Abhangigkeit stetiger Merkmale sind insbesondere die im Folgalen
beschriebene Kovarianz und der Korrelationskoe zient interessant.

3.2.1 Kovarianz

Die Kovarianz Cov(X;Y ) ist ein unnormiertes Ma f ur den Zusammenhang
zweier statistischer Merkmale, hier zweier Attribute unseer Datensatze. Ein
negativer Wert deutet auf einen umgekehrten linearen Zusamenhang hin,
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ein positiver auf einen reguéren linearen Zusammenhang. Die Kovarianz
wird allgemein wie folgt berechnet:

Cov(X;Y)= E((X EX)Y EY)) @)

E ist hier der Erwartungswert eines Merkmals. Dieser kann éir kontinuier-

liche Werte bei bekannter Dichtefunktion per Integral errechnet werden. Da
hier keine Dichtefunktion bekannt ist, soll der Stichprobenansatz eber alle
Trainingsdatensatze zur Berechnung gewhlt werden:

X
Covxi¥)= =" (X V) ®
i=0

3.2.2 Korrelationskoe zient

Der Korrelationskoe zient ist ein dimensionsloses Ma feur den linearen Zu-
sammenhang zweier Attribute, dessen Berechnung nach BrasiPearson auf
der oben beschriebenen Kovarianz beruht:

~ Cov(X,Y)

i Var(X) i Var(Y)
o (X )i Y)
i X2 Loy )2
Es sei hier auf einige wichtige Eigenschaften der Kovarianznd des Korre-
lationskoe zienten eingegangen.

rx,y =

9)

Fx.y = (10)

1. far rx.y =0 sind die Merkmale X und Y nicht korreliert, d.h. vonein-
ander unabhangig.

2. fur ryx.y 6 0 besteht nicht notwendigerweise ein kausaler, sondern ai
stochastischer Zusammenhang zwischeA und B. Das bedeutet, da
bei korrelierten Merkmalen bestenfalls unscharfe Prognan meglich
sind. Kausale Zusammenlkange lonnen nur mit entsprechend gearte-
ten Experimenten nachgewiesen werden. Im Allgemeinen wirgedoch
falschlicherweise lau g von korrelierten Merkmalen auf kausale Zu-
sammentange geschlossen. Das gleiche gilif die Kovarianz.

3. die sogenannte Kovarianzmatrix kann sehr einfach mit MATLAB f er
einen DatensatzD berechnet werdenM=cov(D); . Sie enthalt fur alle
Attribute aus D die Kovarianzen und in der Diagonale die einfache
Varianz des jeweiligen Attributes. Fer drei Merkmale A;B;C in D
sind die Werte wie in Tabelle 3 dargestellt in der Matrix angeordnet.
Wie man leicht sieht, lassen sich die Korrelationskoe zienten leicht
anhand der Kovarianzmatrix bestimmen.
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Cov(A;A) | Cov(B;A)

Cov(C; A)

Cov(A;B) | Cov(B;B)

Cov(C;B)

Cov(A;C) | Cov(B;C)

Cov(C;C)

Tabelle 1: Kovarianzmatrix

Im Folgenden werden die hier angesprochenen Methoden noch ahrfach
Erwahnung nden, jedoch wird wenig auf Berechnungsbeispieleirgegangen.
Fer ausfehrlichere Informationen wird auf entsprechende Fachlitegatur bzw.

Lehrveranstaltungen verwiesen.
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4 Merkmalsextraktion

In der Vorverarbeitung wurden verschiedene Merkmalsatze aufbereitet, wel-
che im Folgendenstage(Q stagel usw. genannt werden.

4.1 Beschreibung der Rohdaten

Die zur Aufgabenstellung gegebenen Daten wurden vom DMC alJext -
Dateien geliefert. Die vorklassi zierten Trainingsdaten sind in der Datei
Programm/dmc2008@rain.txt ~ zur Verfegung gestellt, die zu klassi zieren-
den Daten in der Datei Programm/dmc200&lass.txt . Eine Zeile repmsen-
tiert jeweils einen Datensatz; die einzelnen Merkmale sindlurch Tabulatoren
getrennt. Eine Au istung der Merkmale und der jeweiligen Wertebereiche
kann in der beigekigten Datei DMC2006Merkmale.pdhachgelesen werden.
Um die gegebenen Daten e zient und reproduzierbar in 0.g. ARFF - Format
zu mberfehren wurden Java - basierte Parser und Transformatoren geshrie-
ben, die im Verlauf der Aufgabenbearbeitung sukzessiv ervitert wurden.
Alle im Folgenden besprochenerdata _stages sind auf der beigeéigten CD
im Ordner data _stages enthalten. In Kapitel 4.7 nden sich nahere Infor-
mationen zu Ort und Anwendung des Quellcodes. Die Bearbeitngssequenz
ist in Abbildung 5 illustriert, auf einige Elemente soll im Folgenden einge-
gangen werden.

4.2 Extraktion der Rohdaten: stageO

Eine grammatikalische Teilstringzerlegung ist erforderich (Abb. 5; Punkt 2),
da in den Rohdaten nicht nur die einzelnen Merkmale durch Talulatoren
getrennt wurden, sondern auch innerhalb des Titelstrings [isting _subtitle)
Tabulatorzeichen enthalten sein lonnen. Die folgenden reguiren Ausdrecke
dienen der Teilstringzerlegung und Positionsbestimmungrinerhalb einer Da-
tenzeile:

1. Ebay-ID, -Klasse, Auktionstitel

REGEX=([0-9f 4g n t) /[Ebay-1D
(-+) /[Ebay-Klasse und Auktionstitel
(nt //Einstell-Datum
([0-1][0-9]/[0-3][0-9]/[0-9] fag
n t))

2. Ebay-Klasse

REGEX1=(([4]0,1[0-9]1)( GB)[: ] n 1)
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‘ ARFF-Kopf vorbereiten ‘

“

v‘
= - Ende und
ICEI9IC Lelie Dateiende Auswertung
1. ‘ Teilstrings bilden ‘
# 9.,
2. ‘ Ebay-Klasse parsen ‘
% 10. ‘ Grammatik TeilIl ‘
3. ‘ Ebay GerdtegroRe ‘ Daten Nein
% vollstdndTg?
4. ‘ Auktion-ID i ‘
uktion ;epameren 11. ‘ UiEneh 0 ‘
5. ‘ Auktionstitel separieren ‘
v 12.
6, ‘ Verkaufsdatum umwandeln ‘
13 Datensatz schreiben
7.
8.
Legende:
[ ] verarbeitung Stage 0
_ zusatzliche Verarbeitung Stage 1 und 2

Abbildung 5: Datenparser

Behandlung unvollst andiger Datens atze Wie in der DMC Aufgaben-
beschreibung ervahnt, sollen unvollstandige Datenstze nicht in das Klassi-
kationsmodell eingehen. Dazu wurde der Datenparser so gealtet 10, da
entsprechende Datenatze anhand der geringeren Attributanzahl erkannt
und nicht weiterverarbeitet werden. Im Trainingsdatensatz kamen 112 der-
artige Eintr age vor.

Ebay-Auktionsklassenhierarchie Wie in Abbildung 6 ersichtlich ist,
wurden die iPod - Auktionen unterteilt in die drei Ger atekategorien NA-

NO, MINI und IPOD . Diese Kategorien wurden weiter unterteilt in die
eine Ebene tiefer blau dargestellten Geategre en. Entsprechende Eigen-
schaften wurden als boolesche Merkmalaano,mini und ipod bzw. nomina-
les Merkmal ebay_size aus der Originaleigenschaftitem_leaf_category.name

vergleiche Abbildung 5; Punkt 10 und 11
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Apple IPod
Gerdteklassen
und -groéRen

v v '

| Nano | | Mini | | IPod |
|
2 S T S T
‘ 2GB ‘ ‘ 4GB ‘ ‘ 4GB H 8GB ‘ ‘ 20GB H 30GB H 40GB ‘
A J
=N
Legende:

] Ebay - Klasse
I zusédtzliche Ipod - GréRen

Abbildung 6: Ebay Geratekategoriehierarchie

P P
Typ | P(TYp)  wn P(TypjWin) InfoGain

Nano | 2115 27% 1019 0,27 0,33
Mini | 2934 37% 1355 0,36 0,42
IPod | 2833 36% 1472 0,38 0,41

Tabelle 2: Verteilung der Gemtekategorien eber die Trainingsdaten

extrahiert?, welche den Typ, die G® e und teilweise auch die Farbe des
Gerates enthalt.

iPod:iPod Mini 4 GB:Silber
iPod:40 GB

Die hier dargestellten Beispielmerkmale zeigen, da eineiefache attribu-
tierte Grammatik in der Lage ist, die entsprechenden Merkmde zu ltern.

Die Aufsplittung der Ger atekategorie in drei boolesche Attribute ist erfor-
derlich, um auch subsymbolische Methoden zur Modellbildug evaluieren
zu kennen. In Tabelle 2 ist die Verteilung der Trainingsdatensatze auf die
genannten Oberkategorien Nano, Mini und iPod sowie derenGewinnvertei-
lung” zu sehen.

Datumszerlegung Einstellungs- und Verkaufsdatum sind in den Origi-
naldaten in der Form mm/dd/yyyy  gegeben. Daraus wurden die ordinalen
Attribute startday,endday fer die Wochentage (1-7) des Auktionsbeginns
bzw. -endes undmonth sowie year abgeleitet. Diese Wochentagsattribute

ygl. Abbildung 5; Punkt 2 u. 3
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Attribut Wertebereich Mean Pirue Piue (Class) Kovarianz

startday 1,2,3,4,5,6,7 4.22 -0.0117
endday 1,2,3,4,5,6,7 4.58 -0.0890
weekday 1,2,3,...,29,30,31 15.05 -0.0708
month 1,2,3,9,10,11,12 0.1941
year 2005,2006 -0.0178
nano false,true 26.833% 48.180% -0.0001
mini true,false 37.224% 46.183% -0.0076
ipod false,true 35.943% 50.371% 0.0077
devicesize 2,4,6,20,30,40 12.12 0.2418
list _duration numeric 5.04 0.0477
list _type 1,2,7,9 0.1496
feedbackscore numeric 763.36 86.9440
init _price numeric 44.34 6.6159
buy_now_price numeric 2.5727
buy_now false,true 20.401% 48.197% -0.0001
bold false,true 14.641% 53.899% 0.0083
hp_feature false 0.000%  0.000% 0.0000
category.feature false,true 0.647%  60.784% 0.0008
gallery true,false 51.675% 51.240% 0.0156
gallery2 false,true 0.216%  52.941% 0.0001
ipix _feature false,true 30.170% 45.500% -0.0082
reserve false 0.0000
bg-color false,true 6.217%  57.755% 0.0059
scheduledstart  false,true 21.238% 46.714% -0.0032
framed false,true 5.214%  52.311% 0.0021
quantity numeric 0.0628
avg-price numeric 0.9420
classier 0,1

Tabelle 3: Attribute stageO mit Wertebereich und stat. Merkmalen

implizieren nach Meinung der Autoren zuatzliche Informationen eber das
unterschiedliche Auktionsverhalten an Wochenenden und Wohentagen. Die
berechnete Kovarianzcov(endday; clasg = 0:089 untermauert diese Vermu-
tung.

Erste Klassi kationsergebnisse Zusatzlich zu den hier beschriebenen
extrahierten Merkmalen wurden die gegebenen biaren und reelwertigen
Daten extrahiert und gemeinsam in einem WEKA- kompatiblen Datensatz
data stageO.arff abgelegt. Wie oben beschrieben wurden unvollsindige
Datensatze eliminiert. Ferner mu te noch ein Originalattribut sold _price

entfernt werden, welches nur in den Trainingsdatenatzen vorhanden ist und
naterlich zusammen mit dem Attribut avg_price das Klassenmerkmal er-
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gibt. 12,

Attribut Wertebereich Mean  Pige Pirue (Class) Kovarianz
accessory 0,1,2 0.13 -0.0019
itrip false,true 2.487%  66.327% 0.0045
bag false,true 2.550%  54.229% 0.0015
speakers false,true 0.228%  77.778% 0.0007
photo false,true 11.165% 61.932% 0.0153
video false,true 9.287%  51.366% 0.0178
docking false,true 3.083%  48.148% 0.0000
remote false,true 1.129%  48.315% 0.0000
ladekabel false,true 0.216%  35.294% -0.0003
color 0,1,2,3,4,5,6,7 0.0643
warranty false,true 34.928% 60.625% 0.0433
new_device numeric 0.0993
other_device numeric -0.0012
realsize 1,2,4,5,6,10,15,20,30,40,60 11.81 0.3551
di _size numeric 0.31 -0.1133
guot_size numeric -0.0511
wrongdevice -1,0,1 -0.0023
defective false,true 0.875%  0.000% -0.0042
headlsize numeric 1.4319

Tabelle 4: Zusatzliche extrahierte Attribute von stagel

Einen WUberblick uber die Merkmale dieser ersten Vorverarbeitungsstufe
gibt Tabelle 3. Wie man an hp_feature und reserve leicht sieht, sind auch
nicht relevante Merkmale vom Aufgabensteller geliefert woden. Da diese
aber programmtechnisch relativ ums&ndlich aus dem Block der gegebenen
Daten zu entfernen gewesen wren, wurde an dieser Stelle darauf verzichtet.
Mit dem unter Kapitel 5 beschriebenen Verfahren wurden erste Tesdlufe mit
den Defaultparametern durchgegihrt. Die somit erreichten Ergebnisse sind
in Tabelle 5 dargestellt. Fur die hier behandelten meist nominalen Daten ist
die Klassi kationsg eite insbesondere des J48 Algorithmus wenigberragend.

4.3 Abgeleitete Daten: stagel

Die wenig berauschenden Klassi kationsergebnisse mit deextrahierten Roh-
daten erforderten eine genauere Analyse des Aufgabenbecbes und des
Datenmaterials, um weitere Merkmale ableiten zu lennen. Alles zustzlich
extrahierten Merkmale sind in Tabelle 4 gelistet. Recherchenuber Apple
iPod's auf der iPod - Homepagé® sowie entsprechenden Wikipedia - Sei-

12 Entsprechende Testlaufe der J48- und SVM - Algorithmen mit diesem Merkmal erga-
ben Klassi kationsraten von 99% und mehr
Bwww.apple.com
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Klassi kationsrate
NaiveBayes | 60.048%
J48 71.467%
LvVQ1 60.949%
LVQ3 61.571%
OoLvQ 62.167%
SVM 56.75%

Tabelle 5: Klassi katorperformanz mit urspr einglichen Datensatz

ten'* ergaben beispielsweise weitere IPod Klassen wie deiPod Shu e\,
zusatzliche Gemategre en, z.B. 1GB fur NANO oder 5, 15 und 60GB fer
die IPOD's.'® Bei der Analyse des Datenbestandes stellte sich heraus, da
zwar keine SHUFFLE's in den Daten enthalten waren, aber die msatzlichen
Gre en sehr wohl in den Titelzeilen der Auktionen hinter den ,regularen\
Geratekategorien enthalten waren. Auf die Art und Weise der Extraktion
weiterer Attribute wie den gerade genannten soll nun mher eingegangen
werden. Tabelle 6 zeigt, da mittels dieser neuen Daten eine signi kante
Verbesserung der Klassi katoren erreicht werden konnte.

1. real _size, diff _size Die tatsachliche Gemtegre e wurde als zustz-
liches nominales Merkmalreal _size extrahiert. Dabei stellte sich un-
ter anderem heraus, da beispielsweise 5 und 15GB gro e iP0d nie er-
folgreich versteigert wurden, was dadurch bedingt ist, da diese Geante
zu den ersten, alsaltesten iPod's geteren. Teilweise wurden auch klei-
nere Gemte in den Auktionsrubriken der gro en Gerate gekhrt, was
beim potentiellen Kaufer unter Umstanden zu Verwirrung fethren kann.
Entsprechend wurde ein zustzliches Merkmal diff _size abgeleitet,
welches die Di erenz von Kategorie- und tatsachlicher Gre e beinhal-
tet. Die relative hohe Kovarianz!® bezogen auf das Klassenmerkmal
signalisiert die Gete dieses abgeleiteten Merkmals.

2. defective Aus der Auktionseiberschrift konnte ein Merkmal defective
fur kaputte iPods, die sich nie erfolgreich verkauften mittds Teilstring-
analysewber Worte wie kapputt,defekt extrahiert .

3. newdevice Hier wurde ein dreiwertiges Attribut f1,2,3g fer neue
Gerate gebildet, d.h. einer Auktion wird der Wert 1 zugewiesen, wenn
die Substringanalyse &r Worte wie kaum benutzt, neuwertig, restga-
rantie oder eigentlich neu erfolgreich ist. Andernfalls wird der Wert
2 zugeordnet, wenn im Titel die Worte neu, nagelney new, unbenutzt

M www.wikipedia.de
Bygl. Abb. 6 Ebene 2
Bygl. Tabelle 4
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oder neuware vorkommen. Tri t keine der genannten Bedingungen zu,
wird der Attributwert 0 zugeordnet.

4. warranty als dreiwertiges Merkmal #r die Garantie basiert teilweise
auf der Substringanalyse der Auktionaiberschrift: So wurde einerseits

5. photo, video Neueste iPod - Geate besitzen ferner Video- und Pho-
toanzeigefunktionen. Die entsprechenden Informationen wrden mit-
tels relativ komplexer Stringanalyse'’ mber den oftmal angegebenen
.Gerategenerationen\ sowie Wortvorkommen wiephoto odervideo und
auf dem Attribut real _size basierender Logik generiert, so hat bei-
spielsweise ein 60GB iPod immer eine Photo - und Videofunk&n.

6. other _device Es konnte festgestellt werden, da einige iPod -ahnliche
Gerate wie die von Medion-, Samsung- und Sony unter den Training-
daten nicht erfolgreich versteigert wurden. Das entsprecbnde Merk-
mal dafer heit other _device und enthalt folgende Kodierung:

0 - ,echten Apple iPod

1 - Medion Jukebox Gemte

2 - Sony iriver H1x0 (20 GB)
3 - Sony iriver H3x0 (40 GB)
4 - Samsung YH-820 (5GB)
5 - Samsung YH-920 (20GB)

Alle anderen Merkmale #ir diese ,Nicht-Apple\ Datens atze wurden
ebenfalls wie beschrieben extrahiert.

7. Geratefarben und Zubeher Die Geratefarben wurden aus dem Ge-
ratekategoriemerkmal (wenn das Farbattribut enthalten war) und dem
Auktionstitel (priorisiert, wenn ein Farbwort enthalten w ar) als nomi-
nales Merkmal abgeleitet. 1 steht #r, silber, 2 fur schwarz, 3 #r blau,
4 fur gold, 5 fur pink, 6 fur grein und 7 fer wei . Auf eine Binarisierung
wurde an dieser Stelle verzichtet:®

8. accesoires,itrip,docking,bag,speakers,ladekabel Fur iPods gibt
es recht wertvolles Zubel®or, wie z.B. iTrip 19 Docking- und Boxen-
systeme, ferner Taschen, Fernbedienungen und Ladekabel,ed nicht
im regularen Lieferumfang der iPods enthalten sind und somit einen
zusatzlichen Wert zum Auktionsangebot darstellen und den tatsachlichen

17auch hinsichtlich unterschiedlicher Schreibweisen, vgl. Sourcecode

181n 5.4 wird kurz auf eine entsprechende Abwandlung eingegangen

¥ ein Mini UKW-Sender, der kabellose ®bertragung der iPod-Musik auf nahe gelegene
Radios ermeglicht
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Verkaufspreis steigern lennen. Diese Merkmale wurden ebenfalls mit-
tels Stringanalyse aus dem Auktionstitel entnommen. Zur Stingana-
lyse sei ervahnt, da diese durch Testen verschiedener Schreibweisen
eines Wortes und teilweise auch durch Erkennen englischsachiger
Pendants so robust wie neglich implementiert wurde.

Klassi kationsrate | Rohdaten | Merkmale Stagel
NaiveBayes 60.048% | 65.161%
J48 71.467% | 76.757%
LVQ1 60.949% | 61.926%
LVQ3 61.571% | 62.281%
oLvQ 62.167% | 62.268%
SVM 56.75% 58.437%

Tabelle 6: Klassi katorperformanz mit erweitertem Datensatz Stagel

4.4 Partitionierung: Versuch einer Verk auferklassi kation

An dieser Stelle sei kurz auf den Versuch eingegangen, die &dsi kationsra-
te durch merkmalsgetriebene Partitionierung der Trainings- und Testdaten
zu verbessern. Einerseits konnte festgestellt werden, dadefekte und Fake-
iPod Gerate zu 100% nicht erfolgreich versteigert wurden und somit as dem
Grundtrainingsdaten entfernt und separat weiterverarbeitet werden kennen.
Ferner stellte sich beim Betrachten der Trainingsdaten&tze die Vermutung
ein, da mehrfach vorkommende, gleich lautende Auktionstiel einem be-
stimmten Pro - Verk aufer zuzuordnen sein lbnnten. Entsprechende mehr-
stu ge Parser bestatigten diese Vermutung, es gab etwa 200 mehrfach vor-
kommende Verkaufsmuster, von denen etliche mindestens 8 rhauftraten
und dabei relativ hohe Gewinn- bzw. Verlustwahrscheinlictkeiten (eber 90
%) aufwiesen. Datenstze mit diesen Verkaufsmustern wurden ebenso von
den Grundtrainingsdaten separiert gespeichert. Somit atte die Gesamtklas-
si kationsrate durch die h ehere Klassi kationsrate der Teildatenpartitionen
fur defekte-, , fake-\ und Musterauktionen verbessert werden lennen. Jedoch
gab die Klassi kationsrate der restlichen Trainingsdaten mit den Merkma-
len von stagel um mehr als 1.5% nach, was den zu erwartenden Gewinn
schrmalerte. Der im Folgenden beschriebene Wortindex - Ansatz eschien
deutlich allgemeingiltiger, so da der Partitionierungsansatz nicht weiter
verfolgt wurde.

4.5 Abgeleitete Daten: stage2

Weitere Versuche, Syntax, Semantik und Pragmatik der Auktionstitel et-
wa hach Merkmalen wie Superlativen oder besonderen Satzbeigenschaf-
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ten strukturiert zu unterteilen, scheiterten an der geringen Klassi kations-
relevanz der so abgeleiteten Merkmale und wurden deshalb chit weiter
betrachtet. Jedoch erwuchs daraus die Idee, einen Wortinde als Schnitt-
mengeewber den in den Auktionstiteln der Trainings- und Testdaten?® vor-
kommenden Worte zu erstellen. Eine Stopwortliste wurde anglegt, um un-
wichtige Bestandteile wie Artikel und Prapositionen auszuschlie en. Jedoch
wurden Ausrufezeichen, Angihrungsstriche und ahnliches als gestalterisch
relevant erachtet und mitgezahlt. Verzichtet wurde auf den Einsatz soge-
nannter Wortstemmer zur Grundformbildung, um Superlative und ahnliche
linguistische Merkmale nicht zu verwischen. Der so gewonmee Wortindex
umfat etwa 1050 Worte und Zeichen und wurde zu den Merkmalenvon sta-
gel abzeglich der zubebor- und garantiebezogenen Merkmale hinzuget.
Auf eine Abbildung aller Merkmale wird an dieser Stelle verichtet, diese
kennen in data _stage2.arff nachgelesen werden. Jedes Vorkommen eines
Wortes innerhalb eines Auktionstitels wurde geahlt und als Attributwert
des entsprechenden Wortmerkmals eingetragéh. Mit diesem Vorgehen soll-
ten der in Kapitel 4.4 beschriebene Verkuferklassi kationsversuch sowie
weitere textbasierte Merkmale implizit in die Datenmenge éngebettet wer-
den. Fur die Verarbeitung solcher hochdimensionalen Datenatze sollte sich
insbesondere die Support Vector Machine eignen, jedoch dte sich auch
mit J48 Entscheidungsbaumen eine Verbesserung der Klassi kationsrate ein,
mit dieser Extraktionsmethode wurden die Trainings- und Testdatensatze
der letztlich eingereichten Lesung generiert.

Klassi kationsrate | Rohdaten | Stagel | Stage2
NaiveBayes 60.048% | 65.161%| 69.5762 %
J48 71.467% | 76.757%| 78.6095 %
LVQ1 60.949% | 61.926%| 59.3124 %
oLvQ 62.167% | 62.268% | 61,06%
SVM 56.75% 58.437% | 58.7287 %

Tabelle 7: Klassi katorperformanz eber alle Datenstze

4.6 Metrik - Anpassung f wur stagel und stage2

In einer weiteren Stufe wurden entsprechende Merkmale wiebay_category
und ebay_size fur stagelund stage2 binarisiert, d.h. fer die Attributwerte
der nominalen Merkmalen wurde je ein birares Merkmal erzeugt. Zustzlich
wurde dasreseller_rating mit einem logarithmischen Ma stab angepat, da
dessen Werte zwischen -1 und 26000 streuten. Diese Datetse werden im
Folgendenstagelbin_log bzw. stage2bin_log genannt. Damit sollte versucht

20 Anmerkung: was eigentlich nicht korrekt ist
ZLygl. Sourcecode
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werden, die den Daten innewohnende Metrik ér die subsymbolischen ML -
Methoden anzupassen. kir die Testergebnisse wird auf die entsprechenden
Kapitel 5.4 verwiesen??

4.7 Java - Quellcode des Parsers

Im Ordner Programmnder beiliegenden CD existiert ein vollsandiges NetBe-
ans 5.0 Projekt namensDMC _Merkmalsextraktion. Dieses entfalt im Ver-

zeichnis src/div _conq die Quellcode - Dateien

ArffTrainingMaker _Stagel.java und ArffTrainingMaker _StageZ2.java ,
die zur Erstellung der stagesausgeshrt wurden. Zum Nachvollziehen des
Ablaufs wird empfohlen, das Projekt mit NetBeans zu e nen, die Biblio-

theken und Arbeitszverzeichnisse anzupassen und die Pragmme von dort
auszukihren. Die extrahierten Daten sind in den Unterordnern datal und
data2 verfugbar und kennen beispielsweise mit dem WEKA Explorer (vgl.
Kapitel 2.3) weiterverarbeitet werden.

22 Anm.: mit diesen Datensatzen gaben NaiveBayes und J48 um etwa 1% nach
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5 Angewandte Verfahren des ML

In diesem Kapitel soll auf die Wirkungsweise der zur Modelllidung getes-
teten Algorithmen eingegangen werden. Ferner werden Verfaren zur Para-
meter ndung innerhalb der Methoden vorgestellt. Bei den hier vorgestellten
Methoden handelt es sich umeberwachte Lernmethoden, d.h. zu den Trai-
ningsdaten sind die Klassenzugedrigkeiten im Vorfeld bekannt

5.1 Statistische Verfahren

An dieser Stelle soll stellvertretend #ir statistische Klassi katoren kurz auf
den Naiven Bayes Algorithmus eingegangen werden, welchetsaWEKA Im-
plementation fur oben genannte Trainingsdatenstze angewandt wurde.

5.1.1 Theoretische Grundlagen

Der Algorithmus beruht auf der auch als Bayessches Theorem dkannten
bedingten Wahrscheinlichkeit P(B j A;) einer Hypothese bzw. Klassenzu-
gehorigkeit B in Abhangigkeit von der Auspragung eines Symptom bzw.
Merkmals A;, welche in Kapitel 3.1.2 beschrieben wurde. Die bedingten
Klassi kationswahrscheinlichkeiten werden fer alle symbolischen Merkmale
der Trainingsdaten nach folgender Formel bestimmt:

P(B | AtiAz AN = = [y P(AI|B) (11)
Z ist hier ein konstanter Parameter, der in Abhangigkeit der Merkmale A
gewahlt werden kann. Wie man leicht sieht, steigt der Rechenauivand in
Abhangigkeit von der Anzahl der Attribute und m eglichen Attributwerte
exonentiell an. So mussen bei einem Zweiklassenproblenuf feinf binare At-
tribute genau 2° = 32 bedingte Wahrscheinlichkeiten errechnet werden, bei
einem Dreiklassenproblem mit #inf ternaren Merkmalen neissen #r jede
Klasse $ = 243 solcher Berechnungen durchgeihrt werden, also insgesamt
3 243 =729 bedingte Wahrscheinlichkeiten berechnet werdenkeir nume-
rische reelwertige Attribute wird bei der WEKA Implementie rung der Er-
wartungswert, die Standardabweichung sowie ein Gewichtefr das Merkmal
bestimmt. Zur Klassi kation eines neuen Datensatzes werda die bedingten
Wahrscheinlichkeiten P (B; A) fur alle Klassen in B anhand der verschiede-
nen Attributwerte von A bestimmt und der Datensatz der Klasse mit der
gre ten Wahrscheinlichkeit zugeordnet. Das bedeutet, da aus dem Wahr-
scheinlichkeitsmodell eine Klassi kationsregel abgelaét wird. Zusatzlich zu
diesem Grundalgorithmus gibt es die Mbglichkeit, eine Kostenfunktion und
eine Reickweisungsklasse zur Reduktion von Klassi kationsfehlen einzube-
ziehen. Das Wirkungsprinzip wird in einigen anderen statisischen Verfah-
ren wie Bayes Netzen und Maximum Likelihood eingesetzt.1]] gibt eine gute
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Beschreibung des Grundalgorithmus und liefert anschaulice Beispiele sowie
einen Ausblick aufahnlich geartete Verfahren. Eine wichtige Einschankung
des Verfahrens und gleichzeitig sein grter Nachteil ist die Annahme, da
die Symptome, also die Merkmale voneinander statistisch uabhangig sind.
Davon kann jedoch i.d.R. nicht ausgegangen werden, so da weg verwun-
derlich ist, warum die Klassi kationsleistung dieses Algaithmus im Ver-
gleich zu anderen etwas schlechter ausiit.

5.1.2 Testablauf

Der in WEKA implementierte Naive Bayes Algorithmus hat au e r den Stan-
dard - Parametern wie Kostenfunktion und Testverfahren kene spezi schen
Parameter. Somit kennen rechenaufwendige Screening Verfahren entfallen,
was dieses ohnehin recht schnelle Verfahren gut zur erstenv&luation von
Datensatzen eignet. Der Konsolenaufruf #éir das Training lautet:

java weka.classifiers.bayes.NaiveBayes -t $FILE

5.1.3 Ergebnisse

Die Ergebnisse des Naiven Bayes - Algorithmuseir die verschiedenen Test-
datensatze mit Standard - WEKA Parametern wie 10fold - Crossvalidation
etc. sind in Tabelle 8 zusammengefat. Es zeigt sich eine signi kante Ver-
besserung der Klassi kationsrate bei jeder Stufe der Merknalsextraktion.

Stage0 | Stagel | Stage2
60.0482 %‘ 65.161 %‘ 69.576 %

Tabelle 8: Klassi kationsergebnisse mit dem Naive Bayes Kassi kator

5.2 Entscheidungsbaumverfahren

Als Vertreter der regelbasierten symbolischen Klassi katoren wurde der in
WEKA implementierte J48 Algorithmus eingesetzt. Dieser ig eine Abwand-
lung des bekannten C.45 Verfahrens, welches wiederum auf ddD3 Algo-
rithmus von Quinlan zureckgeht. Im Folgenden wird die prinzipielle Funk-
tionsweise der Entscheidungsbume dargestellt.

5.2.1 Theoretische Grundlagen

Ein Entscheidungsbaum stellt einen azyklischen Graphen da dessen Batter
jeweils eine Klassenzugedrigkeit reprasentieren. Mehrere Batter kennen
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hierbei der gleichen Klasse angedren. Die Knoten dieses Baumes sind Merk-
male, die davon abgehenden Kanten die jeweiligen Auspgungen. Entspre-
chend sind die Zweige bzw. Wege zu den Bttern konjunktive Entschei-
dungsregeln, die zu einer bestimmten Klassi kation #hren. Jede Kante teilt
somit den dareberliegenden Merkmalsraum entsprechend eines bestimmte
Attributwertes auf; nach dem ,Teile und herrsche\ Prinzip wird der Merk-
malsraum rekursiv in kleinere Partitionen aufgeteilt. Beim Aufbau von Ent-
scheidungsimumen wird nach Ockham's Rasiermessé? bzw. nach dem KISS
- Prinzip?* vorgegangen; d.h. es sollte versucht werden, den Entscheidgs-
baum so klein wie meglich zu halten. Dazu wird stark vereinfacht folgender-

ma en vorgegangen:

1. Suche das MerkmalA mit dem hechsten InfoGain (vgl. Kapitel 3.1.3).
Numerische Attribute werden mittels Schwellwertfunktion en auf dis-
krete, also nominale Bereiche gebildet, zu denen InfoGain dstimmt
werden kann.

2. Fur jeden Attributwert A; in A teste:

IF alle verbliebenen Datenstze in einer Klassec, gib ¢ zureck.
Dies entspricht einem Blatt.

ELSE IF keine weiteren Attribute vorhanden, Abbruch. Dieser
Zweig fehrt zu keiner sinnvollen Klassi kation.

ELSE IF reduziere Attributmenge um A, erzeuge eine KanteA;
und gehe zu 1.

Fer den kompletten und ausfihrlichen ID3 - Algorithmus vergleiche Luger
[1]. Eine praktische Einfehrung in C.45 Programmierung liefert Ross Quin-
lan [3]. Aufgrund der xierten Bildungsvorschrift ist ersichtli ch, da der
Entscheidungsbaum #r gleiche Daten&tze immer gleich aussehen mu . Wir
werden smter auf Verfahren eingehen, deren Performanz stark von zedligen
Umstanden bei der Initialisierung abhangen.

5.2.2 Testablauf

Bei dem hier verwandten J48 - Algorithmus werden einige zustzliche Optio-
nen wie parametrisiertes Pruning?® angeboten. Da#ir kann ein Kon denzfak-
tor C frei gewahlt werden. Die Standard-Einstellung passenddir die meisten
Probleme ist 0.2; lwhere C - Faktoren bewirken weniger Pruning und ten-
dieren zu Uberanpassung, vahrend geringere Werte eine drastischergBe-
schneidung\ des Baumes bewirken und somit zu besserer Geradisierung

ZBwiss. Sparsamkeitsprinzip, in Konzepten nicht mehr Annahm en als notwendig zu ver-

wenden
% keep it short and simple
% Reduktion des Entscheidungsbaumes um wenig relevante Zwege
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tendieren. Mittels eines einfachen Bash - Skriptes wurdenefr alle stages
(vgl. 4) C - Werte zwischen 0.15 und 0.25 getestet; die Ergebnisse sind
Tabelle 5.2.2 ersichtlich. Der Konsolenaufruf fur das Training lautet bei va-
riablen C:

java weka.classifiers.trees.J48 -t data _stage[x].arff -C $C

C Stage0 Stagel Stage?

0.15| 71.86% 77.06% 78.5461%
0.16 | 72.10% 77.00% 78.6095 %
0.17 | 72.18% 77.11% 78.5968 %
0.18 | 72.08% 76.99% 78.6095 %
0.19| 71.94% 76.88% 78.4826 %
0.2 | 71.94% 76.92% 78.5587 %
0.21| 72.04% 76.91% 78.3304 %
0.22 | 71.87% 76.93% 78.3177 %
0.23| 71.77% 76.87% 78.2796 %
0.24 | 71.57% 76.87% 78.2162 %
0.25| 71.47% 76.76% 78.0259 %

Tabelle 9: Ergebnisse des C - Parameterscreenings mit J48

5.2.3 Auswertung und Zusammenfassung

Der J48 Algorithmus erscheint far die gegebene Aufgabenstellung sehr ro-
bust und e zient. Er eignet sich hervorragend f er Datensatze mit hauptsachlich
nominalen und ordinalen Merkmalen, kann aber auch éir numerische Attri-
bute gute Regeln nden. Selbst hochdimensionale Rume?® kennen durch
Attributselektion per InfoGain B aume akzeptablen Umfangs mit guter Ge-
neralisierungsleistung erzeugt werden. Die relativ gerige Verbesserung der
Klassi kationsrate von stagel zu stage2 mag der Tatsache geschuldet sein,
das viele wichtige Merkmale instagel bereits manuell extrahiert waren, in
stage2jedoch nur noch implizit in den Wortindexen vorhanden sind 2’

ygl. stage2 mit 1090 Merkmalen
2’Das weirde einer sprichwertlichen Suche im Heuhaufen entsprechen
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53 SVM
5.3.1 Theoretische Grundlagen

Die Support-Vektor-Maschine ist ein mberwachter Lernalgorithmus zur Klas-
si kation. Anhand einer Menge von Trainingsbeispielen wird eine trennende
HyperebeneH mit m eglichst maximalen Rand erzeugt. Der maximale Rand
28 gewahrleistet hierbei die Minimierung des Generalisierungsfhlers.

Trennspanne

Abbildung 7: Hyperebene mit maximalen Rand

Die Idee hinter der Support Vektor Maschine ist, die Eingangsdaten x aus
dem Eingangsdatenraum<! durch eine Abbildungsfunktion in einen hoch-
dimensionalen Eigenschaftsraum= zu transformieren, um in diesem eine
Separation mit einer linearen Hyperebene durchzwfhren.

x2<l1 (x)2= (12)

>

Abbildung 8: Transformation in Eigenschaftsraum

B maximale Trennspanne
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Dies macht Sinn, da Daten, die im Eingangsdatenraum eine koplexe Trenn-
funktion benetigen, im Eigenschaftsraum ggf. durch eine einfache Hyber
bene getrennt werden lennen (wie in Abbildung 8 angedeutet). Um die re-
chenaufwandige Abbildungsfunktion zu vermeiden, werden sogenanm Ker-
nelfunktionen (siehe Formel13) benutzt, mit denen sich die Berechnung des
Skalarprodukts (und somit der Hyperebene) des bherdimensionalen Eigen-
schaftsraums im Eingaberaum durchéihren lassen. Die Berechnung wird da-
her nicht von der Dimensionalitat des Eigenschaftsraums beein usst (vgl.
(5D

Kxy)=h(x) (y)i (13)
Das Finden der optimalen linear trennenden HyperebeneH ., stellt ein
Optimierungsproblem dar, bei dem die Trennspanne kwlgkz)der Hyperebene
maximiert wird. w ist hier ein Normalenvektor auf H , bist ein Skalar, welches
den Abstand von H zum Koordinatenursprung angibt.  sind sogenannte
Lagrange - Multiplikatoren.

L(w;b; )= :—ZLhN wi ilyi(hw xji + b) 1] (14)
i=1
Da es nicht immer zwangsau g eine linear trennende Hyperebene gibt, wur-
de das Konzept bei der SVM aufgelockert. Hierbei knnen Trainingsdaten
auch falsch klassi ziert werden. Die sog. Slack-Variable ist ein Ma f ur
die Abweichung. Diese Abweichungen &nnen abhangig vom Parameter C
unterschiedlich stark , bestraft. werden (vgl. [ 5]). Das Optimierungsproblem
wird dahingehend erweitert verwendet:

1 . cxX , X .
L(w;b; ; )= EhN wi + > i ilyilw xji+b 1+ ] (15)
i=1 i=1

Dies soll nur einen minimalen Anriss des Verfahrens darsté&n.

5.3.2 Testablauf

Als SVM Implementierung wurde auf die kostenlose LIBSVM Bibliothek
(siehe []) zuruckgegri en. Diese wurdeeber die zustzlich verfegbare Schnitt-
stelle WekaLibsvm (siehe §]) zur Anbindung an WEKA verwendet. Hier sei
erwahnt, da RBF-Kernelfunktionen benutzt wurden. Diese liefern im All-
gemeinen gute Ergebnisse und eignen sich dadurch, da sikber nur einen
Parameter 2° verfegen sehr gut #ir eine GridSearch. Der Kommandozeilen-
aufruf ohne zuatzliche Einstellungen sieht wie folgt aus:

java weka.classifiers.functions.LibSVM

-S 0 -K 2 -C $Cost -G $Gamma -Z -t datastage[x].arff

X parameter - steuert Ausma der Nichtlinearit at
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Zur Identi zierung geeigneter SVM- bzw. Kernelparameter wurde eine rela-
tiv grobe GridSearch mit C 22 %2 3. 2%gund 2f2 152 13 . 239
(vgl. [6]) durchgefehrt. Die Klassi kationsrate wurde unter Verwendung ei-

ner 10-Fold-Crossvalidation berechnet. Zur Durchéthrung und Protokollie-

rung der GridSearch wurde ein Python-Skript geschrieben.

5.3.3 Ergebnisse

Hier sollen nun die Ergebnisse der GridSearch vorgestellt @rden. Aus Platz-
grenden werden die Ergebnisgra ken im Anhang (sieheb.3.5 dargestellt.
Die einzelnen GridSearch-Protokolle be nden sich inProtokolle/svm/ . Die
GridSearch wurde mit Daten der verschiedenen Merkmalsaufereitungsstu-
fen 30 durchgefhrt:

| Klassi kationsrate
stage0 | 69.6270%
stagel | 77.1885%
stage2 | 77.3027%

Tabelle 10: SVM GridSearch - Ergebnisse mit stage0,stagelnd stage?2

Das beste Ergebnis bei destage2GridSearch lag bei C =22 und =2 I

Der Bereich um diese Parameter wurde mit einer weiteren, feieren Grid-

Search untersucht Gtage2 fein). Dabei wurden Parameter gefunden, welche
ein Klassi kationsergebnis von 77.493% lieferten. Dies &llt eine Verbes-
serung um ca. 0.19 Prozentpunkte dar. Durch eine weitere GdSearch im

Bereich um diese Parameter konnte das Ergebnis nicht weiteverbessert
werden.

| Klassi kationsrate
stage? 77.3027%
stage2 fein | 77.493 %

Tabelle 11: SVM GridSearch - Vergleich von stage2 und stagefein

Es hat sich gezeigt das die Klassi kationsrate der SVM trotz rechenauf-
wendiger GridSearch nicht an die J48 Ergebnisse heranreithUm die Leis-
tungsfahigkeit der numerischen Verfahren zu steigern wurde nachiiglich die
Merkmalsvorverarbeitung erweitert (siehe 4.6). Die Verbesserung die durch
diese Vorverarbeitung erreicht wurde zeigt folgende Gegeiberstellung der
jeweils hechsten Klassi kationsraten.

% entspr. stage's
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| Klassi kationsrate | Klassi kationsrate bin  _log
stagel | 77.1885% 77.5815%
stage2 | 77.3027% 77.6833%

Tabelle 12: SVM GridSearch - Vergleich mit erweiterter Vorverarbeitung

Letztendlich wurde die hechste Klassi kationsrate der SVM bei einer verfei-
nerten GridSearch mit stage2bin_log (erweiterte Vorverarbeitung, vgl. 4.6)
erreicht. Das Ergebnis lag bei 77.9498%, was ein Steigerungn 0.5 Prozent-
punkte im Vergleich zur feinen stage2 GridSearch darstellt.

5.3.4 Auswertung

Es hat sich gezeigt, da durch Anpassung der Vorverarbeiturg die Ergeb-
nisse gesteigert werden énnen. Desweiteren hat sich die GridSearch als ein
zwar zuverlassiges, aber extrem zeitaufwendiges Verfahren zur Parares-
suche herausgestellt. Besonders bei feinem GridSearch katen mit sehr viel
Zeitaufwand nur geringe Verbesserungen erreicht werden. W& man sieht,
wurden oft gute Ergebnisse im Randbereich der GridSearch efelt (sie-
he 5.3.5). Meglicherweise mtte das Klassi kationsergebnis in diesen Hllen
durch eine erweiterte GridSearch verbessert werden énnen. Dies wurde
auch ansatzweise probiert, konnte jedoch wegen der enormeRechenzeit
nicht vollendet werden. Denn gerade bei sehr hohen Werten voC (217 und
heher) dauerten Berechnungen einzelner Parameterpaare feieise eber 24
Stunden®l. Meglicherweise liegt in diesem Ansatz noch mehr Potential, as
Zeitgrenden mu te allerdings auf eine mahere Betrachtung verzichtet wer-
den. Zudem wurde der geringe Unterschied zwischen den Ergeissen mit
stagel und stage?2 deutlich (ca. 0.1 Prozentpunkte, siehe Tabellel2). Die
Vielzahl der Attribute von stage2liefern somit scheinbar keinen sehr gro en
Informationsgewinn. Hingegen lennte nach Meinung der Autoren durch ei-
ne spezialisiertere Vorverarbeitung bzw. Merkmalsextrakion das Ergebnis
durchaus verbessert werden. Das dies Erfolg verspricht, deen bereits die
Ergebnisse mit der erweiterten Vorverarbeitung (siehe4.6) an. Hier wurde
eine Verbesserung um 0.5 Prozentpunkte mit geringerAnderungen an den
Daten erreicht, ohne neue Merkmale hinzuzudgen.

3L auf einem 3GHz. Pentium IV
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5.3.5 Anhang

stageO

- mit Datastage0

Ratio: 69.6270%

C: 32768
gamma: 0.0010531

in %]

55 60 65

stage2

Kiassifkiationsergebnisse - Gridsearch mit stage2

Klassifikationsrate in %

55 60 65 70 75

Ratio: 77.6833%

gamma: 0.125

55 60 65 70 75

stagel _bin _log

Klassifkiationsergebnisse - Gridsearch mit stagel - binarisiert

Ratio: 77.5618%
C: 131072
gamma: 0.0019531

4

10 10 10

Kiassifikationsrate in %‘

55 60 65 70 75

stagel

Klassifkiationsergebnisse - Gridsearch mit stage1

Ratio: 77.1885%
C: 131072

‘gamma: 0.00048828

10 10 10*

in%

55 60 65 70

stage2 - feine GridSearch

Klassifkiationsergebnisse - Gridsearch mit stage2

X 10° im Bereich um C=2% und g= 2%

75

2000

in%

74.5 75 75.5 76

stage2 _bin _log - feine GridSearch

Klassifkiationsergebnisse - Gridsearch mit stage2 - binarisiert
im Bereich C = 2% und g= 2%

Ratio: 77.9498%
11888

gamma: 0.084119

76.5 7

in %

745 75 75.5 76 76.5 7
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5.4 Learning Vector Quantization

Als Vertreter der eberwachten Neuroinformatischen Methoden wurden die
von Teuvo Kohonen beschriebenen LVQ - Algorithmen LVQ1 und A.VQ1
an den Datena&tzen getestet und eine GridSearch durchgehrt.

5.4.1 Theoretische Grundlagen

Unter Learning Vector Quantization versteht man ein Verfahren, in welchem
sogenannte Prototypvektorer?? eine Anzahl von Testdaten oder besser: einen
Bereich des Merkmalsraumes remsentieren. Es handelt sich hierbei um ein
einschichtiges Netz, in welchem jeder Prototypereber eine exible Gewich-
tung mit jedem Merkmal des Eingaberaumes verbunden ist. DerAufbau ist
in Abbildung 9 dargestellt.

Merkmale n,  Gewichte w, Prototypvektoren m,

Abbildung 9: LVQ - Netz f ur 2-Klassenproblem mit 6 Merkmalen

Jeder Prototypen wird einer Klasse zugeordnet, so da nacldlgend die
Klassenzugelorigkeit der Testdatensatze anhand der Klasse des &chsten
Prototypen festgestellt wird. Der Abstand d zwischen zwei Vektorena und
Bim n-dimensionalen Raum kanneber die Minkowski - Metrik 33 berechnet

werden: v

B
d=1" (@ ) (16)
i=0
Die Bereiche der Prototypvektoren sind gegeneinander viseil durch die so-
genannte Voronoi - Tesselierung abgrenzbar. Mathematisclwird die Grenze
zwischen zwei Vektoren-a und B durch die Mittelsenkrechte auf dem ver-
bindenden Vektor &b gebildet und stellt eine Hyperplane im Raum dar.
Abbildung 10 illustriert eine Voronoi - Tesselierung im zweidimensionden
Raum. Ziel des Trainings ist es, die Prototypvektoren so im Raum zu ver-

%2auch Codebook Vektoren genannt
% hier die Euklidische Distanz
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Abbildung 10: 2D Voronoi - Tesselierung (Quelle: Wikipedig

teilen, da meglichst alle Trainingsmuster jeweils einem Prototypen zge-
ordnet werden kennen, der die, richtige\ Klasse besitzt. Einfehrend sei hier
der LVQ1 Algorithmus erl autert. Zuerst werden die Prototypen initialisiert.
Dazu kennen verschiedene Methoden angewandt werdéh auf die hier nicht
weiter eingegangen werden soll. Nun wird zullig ein Muster der Trainings-
menge ausgewhlt und der nachstgelegene Prototyp ermittelt. Gelort dieser
Vektor zur selben Klasse wie das aktuelle Muster, so wird dePrototyp an
den Mustervektor angezogen, andernfalls wird er abgestore Die Starke der
Anziehung und Absto ung ist abhangig vom Abstand des Trainingsmusters
vom ,,Gewinnervekton und der Lernrate . Die Lernrate wird im Verlauf
des Trainings verringert. Danach wird ein weiterer Datensdz aus der Men-
ge der Trainingsdaten, ausgelost\, das rachste Gewinnerneuron bestimmt,
angepat und so fort. Dieser Vorgang wird wiederholt, bis die maximale
Anzahl der Iterationen oder ein anderes Abbruchkriterium areicht ist.

Bei den LVQ - Algorithmen wird zwischen Batch- und Onlinetraining
unterschieden. Beim Onlinetraining werden alle Gewichtanderungen sofort
auf die Prototypen angewandt, wahrend beim Batchtraining erst eine Reihe
von lterationen durchgefehrt werden und dann die Summe derAnderungen
auf die entsprechenden Prototypen propagiert wird.

Im Gegensatz zum ,Winner-takes-it-al\ Prinzip des LVQ1 kann der
LVQ2.1 Algorithmus auch den zweitnachsten Nachbarn veandern. Der OL-
VQ 35 Algorithmus f ehrt individuelle Lernraten f ur jeden Prototypvektor ein,
so da ,spate\ Gewinner noch immer eine signi kante Positionsveranderung
erfahren kennen. Einzelheiteneber die verschiedenen LVQ - Versionen &nnen

34z.B. zufallig, datengetrieben etc.
3 Optimized LVQ
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bei Kohonen P] nachgelesen werden.

5.4.2 Testablauf und Ergebnisse

Kohonen emp ehlt, mit LVQ1 bzw. OLVQL1 zu beginnen. Wie oben beschrie-
ben, gilt es fur verschiedene Parameter jeweils die optimalen Einstellngen
zu nden:

1. Anzahl der Prototypen
2. lterationen
3. Lernrate und Art der Verringerung

Dazu bietet sich die in Kapitel 2.6 beschriebene GridSearch an. Benutzt
wurde die LVQ Implementation jbweka fur die WEKA Software von Jason
Brownlee [L1]. Brownlee emp ehlt, mit Trainingsraten zwischen 0,3 und 0,5
zu beginnen und die Anzahl der Iterationen auf das 50 - fache & Anzahl
der Prototypen einzustellen. Das entsprechende Screeningurde zuerst fer
die oben beschriebenestagesmit Hilfe von Bash-Skripten

mit = [0:10:20:30:40:5] far Proto = [20;40; 80; 160 320, 640, 1280] umge-
setzt. Die dabei erzielten besten Resultate sind in Tabellel3 ersichtlich®.
Die Resultate sind im Vergleich zu den erreichten Ergebnissn anderer ML

stageO stagel stage?
LVvQ1 OLVQl | LVQ1 OLVQl | LVQ1 OLVQ1
62.48 64.59 \ 64.98 65.06 \ 64.79 62.19

Tabelle 13: Beste Ergebnisse des ersten Screenings mit LVQ

- Methoden recht derftig. Dies ist der fehlenden Metrik ferr die nhominalen
Merkmale der Datensatze geschuldet, welche sich negativ auf die Klassi ka-
tionsleistung dieses rein numerischen Verfahrens auswitkSehr interessant
ist auch die Tatsache, da stage2schlechtere Ergebnisse produzierte alsta-
gel

Eine exemplarische GridSearch mit = 0:4 fer 500 - 1450 Prototyper?’
fur LVQ1 und OLVQL1 auf stagelund stage2brachte keine signi kant besse-
ren Ergebnissé®. Durch diese lineare Suche wurde jedoch ersichtlich, da im
Bereich um die 1200 Prototypen das Optimum zu nden ist. Durch Netze
mit mehr Prototypen wurden keine heheren Klassi kationsraten erzielt, es
war ein leicht verrauschtes gleichbleibendes Verhalten ztbeobachten.

%die vollstandigen Ergebnisse lennen im Ordner Protokoll/lvg/ in der Datei
Ivq _olvq _grob(stage0,1,2).xls eingesehen werden

3" mit linearer Steigerung der Prototypen um 50

% Die Resultate sind unter Protokoll/lvg/ in der Datei Ivq _olvq _fine _stagel.xls
abgelegt
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In weiteren Experimenten wurde die Art der Prototypeniniti alisierung
von der Standardeinstellung TrainingDataProportional auf Simple KMeans
bzw. K Nearest Neighborgeandert. Signi kant erh ehte sich dadurch die Trai-
ningszeit der Netze, kaum jedoch die Klassi kationsrate, ® da auf weitere
Tests verzichtet wurde.

Auf den unter Kapitel 4.6 beschriebenen Datenstzen stagelbin_log und
stage2bin_log wurde ein weiteres Screening mit linearem Anstieg von =
[0:05 0:45] undPrototypen =[25 1775] mitlterationen =50 Prototypen
durchgefuhrt, welches signi kant bessere Resultate brachté®. Abbildung 11
illustriert einerseits die Abhangigkeit der Klassi kationsleistung von der An-
zahl der Iterationen, ferner wird sichtbar, da hier mehrere lokale Maxima
bei unterschiedlichen Parameterstzen erreicht werden lennen.

Klassifkiationsergebnisse - Gridsearch mit LVQ1 an stage2_bin_log

Prototypen

Abbildung 11: LVQ Ergebnisse fir stage2 binarisiert

Aus Zeitgrenden wurde hier anstelle der 10-fold Kreuzvalidierung auf
die reduzierte 5-fold Kreuzvalidierung zurickgegri en. Auch mit diesen Da-
tensatzen scheint der optimale Bereich ér die Anzahl der Prototypen bei
unge®hr 1200 zu liegen. Die Abmngigkeit der Klassi kationsleistung des
Netzes von Trainingsrate erscheint, wie in Tabelle 14 dargestellt, wenig
aussagekaftig:

In einem weiteren Versuch wurden 80 Iterationen anstelle devon Brow-
nlee [L1] vorgeschlagenen 50 Iterationen je Prototypvektor eingdsllt und
eine weitere GridSearch mit =[0:05 0:35] und Prototyp =[900 1400]

®Die Ergebnisse konnen im  Ordner  Protokoll/lvg/ in der Datei
Ivq _olvq _binlog _full _50iter.xls  eingesehen werden

41



stagelbin_log stage2bin_log
LVQ1 OLVQ1l LvVQl OLVQ1
0.05 68.0792 68.00 68.7643 69.21
0.1 68.82 69.09 69.94 69.79
0.15 68.89 68.92 69.58 69.54
0.2 69.39 69.12 69.68 69.4
0.25 69.11 69.27 69.82 69.31
0.3 69.46 69.01 69.67 69.68
0.35 69.28 68.79 69.61 69.45
0.4 69.3 69.08 69.65 69.35
0.45 69.31 69.03 69.77 69.37
MAX 69.46 69.27 69.94 69.79

Tabelle 14: Klassi kationsergebnisse stageXbin_log in Abhangigkeit von

stagelbin_log stagezbin_log
LVQ1 | OLVQ1 | LVQ1 | OLVQ1
69.89 | 69.14 | 70.01 | 69.77

durchgefuhrt. Hiermit konnte an stage2bin_log mit dem LVQ1 bei =0:25
und Prototypen = 1200 erstmals eine Klassi kationsleistung eiber 70% be-
obachtet werden.

Die vollstandigen Ergebnisse knnen im Ordner Protokoll/lvg/ in der
Datei Ivq _olvg _binlog _full _80iter.xIs eingesehen werden. Auf weitere
Betrachtungen wurde aus Zeit- und Rechenkapaz#tsgreinden verzichtet, da
andere ML - Verfahren deutlich bessere Ergebnisse erzietie

5.4.3 Auswertung und Zusammenfassung

Es ist davon auszugehen, da die Hauptursacheefr das schwache Abschnei-
den der LVQ - Algorithmen in der uneinheitlichen Skalierung der Datensatze
zu suchen ist. Der Performanzsprung von rund 5% vonstagel auf sta-
gelbin_log sowie rund 8% bei derstage2Versionen zeigt deutlich die Abhangig-
keit der LVQ - Klassi kationsraten von der Metrik bzw. der Sk alierung der
Daten.

Die gre ere Anzahl von Parametern (Lernrate , Anzahl Prototypen
und Anzahl Iterationen) sowie enorme Rechenzeiten insbesalere bei hoher
Anzahl von Prototypen und vielen lterationen erfordern viel Fingerspitzen-
gefuhl, um auf gute Ergebnisse zu kommen. Die GridSearch erweisich auch
hier als au erst hilfreich.

Die WEKA Implementierung der LVQ Algorithmen hat, verglich en mit
einer Delphi-basierten Entwicklung von Herrn Sommer [L(] betrachtliche
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Geschwindigkeitsnachteile und &t sich weniger fein , tunen\. Da in dieser
Arbeit das Hauptaugenmerk auf WEKA lag, wurde auf eingehena Tests
mit der Delphi - Implementierung verzichtet.

5.5 Bewertung der getesteten Verfahren

Die zur Modellbildung getesteten Verfahren zeigten hinsihtlich Performanz
und Rechenaufwand deutliche Unterschiede. Besonders schite Ergebnisse
konnten mit den NaiveBayes - Algorithmus erzielt werden, jedoch bleibt
dessen Klassi kationsleistung hinter der anderer Verfahen zureick. Das ist
der unter Abschnitt 5.1.1beschriebenen geforderten Unabéingigkeit der At-
tribute geschuldet, die nicht immer erreicht werden kann.

Mit den EntscheidungsbaumverfahrenJ48 konnten ebenfalls recht aigig
sehr gute Ergebnisse erzielt werden. Die Modellbildung dagrte mit dem We-
ka - J48 Algorithmus auf den verwendeten P IV 3GHz PCs #rr stage2 etwa
25 Minuten. Da ein Finetuning nur eber den Pruning-Parameter C meglich
ist, war das Parameterscreening zeitlich auf etwa 6 Stundetvegrenzt.

Bei 0.g. Parameterscreening mit derSVM konnte die Klassi kations-
leistung des J48 beinahe erreicht werden. Wie in Abschnitt5.3.4 beschrie-
ben, schwankte die Rechenzeit je Parametersatz sehr starknda erreichte
insbesondere bei hohen Cost - Parametern 24 Stunden und mehfFer die
beschriebene GridSearch ergaben sich somit recht hohe Ges@echenzeiten
von mehreren Tagen auf mehreren Rechnern. Jedoch ist an diesStelle das
Potential der SVM noch nicht ausgesclopft, d.h. weitere Tests, z.B. mit an-
deren Kernelfunktionen kennten durchaus noch bessere Ergebnisse liefern.

Wenig eberzeugen konnten an den DMC - Daten dielVQ - basierten
Algorithmen. Die Ursachen hierfer sind in den schlecht skalierten Daten zu
suchen. Zudem konnten aus Zeitgunden nicht alle Features der LVQ's*
eingehend studiert werden. Die Trainingszeit je Parametesatz ist fer die
LVQ - Algorithmen sehr stark von der Anzahl der Prototypvekt oren und
Iterationen abhangig, beispielsweise bestigte der LVQ1 mit stage2bin_log
und 5-Fold Kreuzvalidierung bei 50 Iterationen je Prototyp und 1025 Pro-
totypen etwa 10 Minuten, bei 1625 Prototypen jedocheber 20 Minuten je
Durchlauf. Entsprechend nahmen die durchgadhreten GridSearches mehre-
re Rechentage in Anspruch. Das Leistungspotential des Algithmus konnte
aus Zeitgranden nicht voll ausgesclopft werden.

“O|nitialisierung, Lernratenfunktionen etc
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6 Ergebnis der DMC - Teilnahme

Durch den Konsolenaufruf:

java -cp SWEKAHOME/weka.jar weka.classifiers.trees.J48
-t train.arff
-T test.arff
-C 0.18 >> J18C18.txt 4

wurde das endailtige Klassi kationsmodell an den Trainingsdaten erstellt
und den Testdatenstzen der Aufgabenstellung eine Klasse (0 oder 1) zu-
geordnet werden. Das so erstelltg Roh le\ wurde entsprechend der Aufga-
benstellung in N/J Format umgewandelt*? und zusammen mit der Ebay -
ID in einer Textdatei*® an den Veranstalter gesandt. Die Ergebnisse aller
Teilnehmer wurden von einer Prifungskommission objektiv bewertet, in-
dem fur jede richtige Klassi kation ein Punkt gegeben und fer jede falsche
Klassi kation ein Punkt abgezogen wurde.

Mit dem vorgestellen J48 Entscheidungsbaumklassi kator lonnten so-
mit 4352 Punkte erreicht werden. Die folgende Confusion Matix stellt das
Verhaltnis richtiger und falscher Klassi kationen dar:

| J N
J | 2949 883
N | 941 3227

Die Klassi kationsrate entsprach somit 77;825%, was immerhin #r eine
Platzierung im ersten Drittel des Gesamtfeldes auf Platz 55reichte. Die
Gewinner erreichten eine Klassi kationsrate von 81 375%.

7 Fazit

Die erreichte Klassi kationsrate von 77;825% liegt um Q 99% unter der ge-
mittelten Klassi kationsrate beim Training des J48 - Model Is. Es ist somit
von einer leichten Yberanpassung des Modells an die Testdaten auszugehen.
Ausgehend von der Klassi kationsrate der Gewinner des DMC $t ferner
davon auszugehen, da dort eine bessere Merkmalsextraktio durchgefehrt
werden konnte. Weitere Details hierber sind den Autoren jedoch nicht be-
kannt. Zur vollst andigen Ausarbeitung weiterer Merkmals&tze reichte leider
die Zeit wahrend des Wettbewerbs nicht aus und im Verlauf dieser Nach-
bearbeitung wurde mehr Wert auf die Anwendung und Optimierung der
beschriebenen subsymbolischen Verfahren gelegt.

“lygl. Programm/DMCestdaten - Ergebnis/J48C18.txt
“2ygl. Programm/DMCestdaten - Ergebnis/ResultConverter.java
“ygl. Programm/DMCestdaten - Ergebnis/0308-4438.txt
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Durch die Evaluierung der verschiedenen extrahierten Datasatze mit
den beschriebenen Verfahren des ML konnte einerseits belegerden, da
sich die Qualitat der data stages kontinuierlich verbesserte. Ferner ist er-
sichtlich, da diese Datensatze mit den angewandten Verfahren kaum bessere
Klassi kationsraten erm eglichen. Die zusammengefassten besten Ergebnisse
der verschiedenen ML - Verfahren sind in Tabellel5 dargestellt.

| Ergebnis
Bayes | 69,58% beistage2
J48 78,61% beistage2
SVM | 77,95% beistage2bin_log
LVQ1 | 70,01% beistage2bin_log

Tabelle 15: beste Klassi kationsraten der ML - Verfahren

Der in Abbildung 1 beschriebene iterative Prozess aus Merkmalsextrak-
tion und Klassi kation konnte eindrucksvoll nachempfunden werden. Zudem
wurde durch die intensive Arbeit mit den ML - Verfahren ein guter Eindruck
eber die Wirkungsweise der symbolischen und subsymboliseim Methoden
gewonnen.

Durch die eingesetzte WEKA - Software konnten die extrahieten data _stages
mit verschiedenen ML - Verfahren relativ einfach getestet verden. Dadurch
konnte ebenso eine umfassende Gegsmerstellung der beschriebenen Ver-
fahren erreicht werden. Die Einarbeitung in WEKA ist durch d ie gute Doku-
mentation und die verfagbaren Schnittstellen problemlos neglich. Einziger
Nachteil der Software sind die etwas heren Durchlaufzeiten, welche durch
die Java Virtual Machine bedingt sind.
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